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Abstrak

Penyakit diabetes telah menjadi isu global dalam bidang kesehatan. Penelitian ini berfokus
pada implementasi dua teknik data mining yaitu Random Forest dan XGBoost untuk mem-
proyeksikan perkembangan penyakit diabetes. Kedua metode ini memanfaatkan dataset klinis
dan biokimia yang terkait dengan diabetes. Setelah fase preprocessing, dilakukan evaluasi per-
forma menggunakan metrik evaluasi seperti akurasi, presisi, recall dan f1 score. Dataset yang
digunakan sebanyak 768 entri dan 9 indikator yang diperoleh dari platform Kaggle. Dalam
Penelitian ini data diolah melalui tahap preprocessing diantaranya handling missing value,
handling outlier dan normalisasi data, dan didapatkan data yang akan diolah sebesar 688.
Setelah didapat data hasil preprocessing, dilakukan tahapan pelatihan dan pengujian dengan
Cross Validation dan dilakukan pengujian untuk mengetahui parameter-parameter terbaik
yang akan digunakan, lalu dilakukan evaluasi kinerja model Random Forest dan XGBoost
menggunakan metrik akurasi, presisi, recall, dan F1-score. Hasil evaluasi model menunjukkan
performa yang baik dalam penelitian ini, didapatkan hasil akurasi keseluruhan dalam peng-

gunaan random forest sebesar 74% dan penggunaan XGBoost sebesar 76%.

Kata kunci :
uasi Model, Kaggle.

Pendahuluan

Diabetes mellitus adalah salah satu penyakit yang
menjadi masalah kesehatan global yang signifikan.
Penyakit ini ditandai oleh peningkatan kadar gula
darah yang disebabkan oleh masalah dalam pro-
duksi atau penggunaan hormon insulin dalam
tubuh[1]. Dalam rangka menghadapi tantangan ini,
pengembangan metode klasifikasi yang akurat dan
efisien dalam mendiagnosis penyakit diabetes men-
jadi sangat penting.

Dalam beberapa tahun terakhir, penggu-
naan metode pembelajaran mesin untuk klasi-
fikasi penyakit telah menjadi fokus penelitian yang
meningkat[2]. Metode ini memungkinkan para
peneliti untuk menganalisis dataset yang besar
dan kompleks dengan lebih efisien, sehingga dapat
menghasilkan model yang dapat memprediksi dan
mengklasifikasikan penyakit dengan tingkat akurasi
yang tinggi[3].

Dalam penelitian ini, akan memfokuskan pada
penggunaan dua metode klasifikasi yang pop-
uler, yaitu Random Forest dan XGBoost, un-
tuk melakukan klasifikasi penyakit diabetes. Ran-
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dom Forest adalah teknik dalam machine learn-
ing yang menggabungkan beberapa pohon keputu-
san untuk membuat prediksi. Setiap pohon diban-
gun secara independen menggunakan subset acak
dari data pelatihan, dan kemudian prediksi dari
setiap pohon digunakan untuk membuat prediksi
akhir. Salah satu keunggulan utamanya adalah ke-
mampuannya dalam menangani dataset yang be-
sar dan kompleks, sambil mengurangi risiko overfit-
ting yang sering terjadi pada model yang kompleks.
Dengan menggunakan Random Forest, kita dapat
memperoleh prediksi yang lebih stabil dan terper-
caya, serta memiliki kemampuan untuk mengeval-
uasi pentingnya setiap fitur dalam prediksi yang
dibuat[4]. XGBoost, singkatan dari Extreme Gradi-
ent Boosting, merupakan metode yang sangat efek-
tif dalam machine learning, terutama untuk tu-
gas klasifikasi dan regresi. Dengan menggunakan
teknik ensemble learning, XGBoost secara berta-
hap membangun model prediksi dengan menam-
bahkan model pohon keputusan secara berurutan.
Setiap model berusaha untuk memperbaiki kesala-
han prediksi yang dilakukan oleh model sebelum-
nya. Selain itu, XGBoost melakukan optimisasi ob-
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jektif yang agresif untuk meminimalkan kesalahan
prediksi dan menggunakan regularisasi untuk men-
gontrol kompleksitas model serta mencegah over-
fitting. Selain itu, XGBoost memiliki fitur untuk
mengevaluasi pentingnya setiap fitur dalam pem-
buatan prediksi. Dengan kinerja yang tinggi dan
fleksibilitasnya, XGBoost telah menjadi salah satu
pilihan utama dalam berbagai kompetisi data dan
aplikasi di berbagai industri[5].

Tujuan dari penelitian ini adalah melakukan
analisis kinerja metode Random Forest dan XG-
Boost dalam klasifikasi penyakit diabetes. Meng-
gunakan dataset yang terdiri dari berbagai fitur
klinis dan biokimia yang relevan dengan diabetes,
dan melatih model menggunakan kedua metode
tersebut[6]. Selanjutnya, pada penelitian ini akan
mengevaluasi kinerja model menggunakan metrik
yvang umum digunakan seperti akurasi, presisi, re-
call, dan Fl-score. Diharapkan melalui peneli-
tian ini, dapat diperoleh pemahaman yang lebih
baik tentang efektivitas dan kelebihan masing-
masing metode dalam klasifikasi penyakit diabetes,
serta memberikan wawasan baru dalam penggu-
naan metode Random Forest dan XGBoost un-
tuk klasifikasi penyakit diabetes. Selain itu, hasil
penelitian ini dapat menjadi dasar untuk pengem-
bangan metode klasifikasi yang lebih baik dan aku-
rat dalam bidang medis. Beberapa penelitian
mengenai prediksi penyakit diabetes melitus telah
banyak dilakukan dengan berbagai metode, untuk
menguji tingkat presisi dan ketepatan dalam mem-
prediksi penyakit diabetes, beberapa penelitian ter-
dahulu antara lain:

Penelitian  berjudul “Peningkatan Kinerja
Akurasi Prediksi Penyakit Diabetes Mellitus Meng-
gunakan Metode Grid Seacrh pada Algoritma Lo-
gistic Regression”. Penulis Muhamad Ichsan Gu-
nawan, Dedy Sugiarto, Is Mardianto pada tahun
2020, Penelitian ini bertujuan untuk meningkatkan
akurasi prediksi penyakit Diabetes Mellitus meng-
gunakan metode Regresi Logistik dengan menerap-
kan teknik Grid Search. Metode penelitian meli-
batkan penggunaan dataset Pima Indians Diabetes
Database. Hasilnya, model Regresi Logistik memi-
liki rata-rata akurasi sekitar 79%. Ketika diuji
dengan data baru, model ini menunjukkan akurasi
sebesar 83,33%7].

Penelitian Berjudul “Komparasi Metode Klasi-
fikasi Data Mining Decision Tree dan Naive Bayes
Untuk Prediksi Penyakit Diabetes”, Penulis Baiq
Andriska Candra Permana, Intan Komala Dewi,
pada tahun 2021. Tujuan penelitian yaitu untuk
dapat mengetahui secara dini seseorang mengalami
diabetes. Algoritma klasifikasi yang digunakan de-
cision tree dan naive bayes dengan menggunakan
cross validation, Data yang digunakan berasal dari
kaggle terdiri atas 520 data pasien dan 17 atribut,
hasil yang didapat yaitu algoritma klasifikasi deci-
sion tree lebih baik dalam prediksi penyakit dia-
betes dengan nilai akurasi 95,58% dab nilai AUC
0,981 lebih tinggi dibandingkan naive bayes dengan

akurasi 87,69% dan nilai AUC 0,947]8].

Penelitian Berjudul “Prediksi Penyakit Diabetes
Menggunakan Algoritma Support Vector Machine
(SVM)”. Penulis Hovi Sohibul Wafa, Asep Id Ha-
diana, Fajri Rakhmat Umbara, pada tahun 2022.
Penelitian ini bertujuan untuk menentukan apakah
penderita/pasien dapat terkena penyakit diabetes
atau tidak dengan menerapkan teknik data min-
ing dan klasifikasi menggunakan algoritma SVM
Radial Basis Function berbasis Forward Selection.
Database yang digunakan dalam penelitian ini
adalah data dengan jenis wanita dengan keturunan
indian pima yang memiliki 8 atribut dan 1 la-
bel, 8 atribut. Hasil penelitian bahwa model sup-
port vector machine (rbf) mampu memberikan hasil
akurasi yang diperoleh sebesar 91.2% untuk accu-
racy, 93.0% untuk precision, 94.3% untuk recall,
dan 93.7% untuk fl-scorer, dari hasil evaluasi con-
fusion matrix|[9].

Penelitian Berjudul “Implementasi Algoritma
K-Nearest Neighbor (KNN) Untuk Memprediksi
Pasien Terkena Penyakit Diabetes Pada Puskesmas
Manyampa Kabupaten Bulukumba. Nama Penulis
M. Syukri Mustafa, I Wayan Simpen, pada tahun
2019. Penelitian ini dimaksudkan untuk melakukan
pengujian terhadap kemungkinan seorang pasien
baru pada puskesmas Manyampa dapat terkena
penyakit diabetes militus atau tidak menggunakan
analisis data mining. Data training yang digunakan
dalam penelitian ini sebanyak 200 data pasien yang
telah melakukan pemeriksaan dalam 2 tahun ter-
akhir. Hasil akurasi yang dipeloleh dari pengujian
tersebut sebesar 68,30%. Hasil pengujian data dari
sistem ini yang menggunakan 104 data pasien pada
puskesmas Manyampa memperoleh hasil prediksi
yang benasr sebanyak 71 dan salah atau ragu-
ragu sebesar 33 dengan tingkat akurasi sebesar
68.3%[10].

Penelitian Berjudul “Implementasi Data Min-
ing Untuk Prediksi Penyakit Diabetes Dengan Al-
goritma C4.5. Nama Penulis Sanni Ucha Putri,
Eka Irawan, Fitri Rizky. Database yang digu-
nakan adalah 49 data pasien penyakit diabetes dari
RSUD Dr. Djasamen Saragih Pematangsiantar,
pada tahun 2021. Penelitian ini bertujuan un-
tuk membuat model prediksi menggunakan Data
Mining Algoritma C4.5 yang menghasilkan sebuah
pohon keputusan serta pengujian yang dilakukan
dengan menggunakan Rapidminner agar pencega-
han terhadap penyakit diabetes dapat dilakukan
segera mungkin. Algoritma yang digunakan De-
cision tree dan algoritma C4.5. Hasil yang dida-
pat Implementasi Data Mining menggunakan Algo-
ritma C4.5 prediksi positif mencapai 90,00% dari
total 36 prediksi. Algoritma C4.5 dalam Rapid-
Miner menghasilkan hasil yang konsisten dengan
perhitungan manual dengan akurasi 90,00%][11].

Pada penelitian Implementasi Data Mining
Dalam Melakukan Prediksi Penyakit Diabetes ini,
peneliti menggunakan database yang berasal dari
kaggle, sebanyak 768 data dengan mencakup 9 in-
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dikator penyakit diabetes. Penelitian ini menggu-
nakan 2 metode yaitu Random forest dan XGBoost,
penggunaan dua metode tersebut untuk menganal-
isa prediksi dalam penyakit diabetes. Penelitian ini
melalui beberapa tahapan-tahapan preprocessing
untuk mengolah data-data awal sebelum di ujikan
dengan kedua pemodelan topik antara random for-
est dan XGBoost, dilakukan pengujian menggu-
nakan cross validation 5. Menggunakan matrix
evaluasi akurasi, presisi, recall dan f1 score. Ke-
dua metode ini efektif dalam mengatasi overfitting
dan cocok untuk data besar.

Metode Penelitian

Pada Tahapan ini menggambarkan bagaimana pola
alur penelitian yang dilakukan selama pengerjaan
pebelitian ini, digambarkan secara rinci menge-
nai metode dan proses yang digunakan dalam
melakukakan prediksi penyakit diabetes menggu-
nakan metode random forest dan Xgboost, berikut
tahapan-tahapannya:

1. Desain Sistem

Perancangan perangkat lunak diawali dengan
tahap preprocessing. Jika data telah melalui
tahap Preprocessing, maka dilakukan mod-
elling menggunakan metode Random Forest
dan XGBoost[12]. Untuk mendapatkan pa-
rameter terbaik, peneliti menggunakan teknik
Grid Search Cross Validation dengan cross
validation 5 untuk melakukan tuning pada
saat pemodelan. Berikut desain sistem alur
program yang dibuat,
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Gambar 1: Desain Sistem
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Pada Gambar 1, merupakan alur perancangan
sistem pada penelitian ini, berjalan melalui
beberapa proses mulai dari pengumpulan
data, preprocessing data awal, processing dan
pemodelan metode random forest dan Xg-
boost, hingga tahap analisis hasil supaya men-
ciptakan hasil yang akurat.

. Data

Data yang digunakan dalam penelitian ini be-
rasal dari Kaggle dan terdiri dari 768 en-
tri. Dataset ini mencakup 9 indikator yang
terkait dengan penyakit diabetes yang digu-
nakan dalam penelitian ini, Meliputi:

(a) Pregnacies

b) Glucose

—~

)
c) Blood Presure
d) Skin Thickness
e) Insulin
)
)
)

—~ —~

f) BMI
g) Diabetes pedigree function
h

NN~

Age outcome

. Preprocessing

Data mentah tidak dapat langsung digunakan
oleh sistem dan memerlukan tahap prepro-
cessing. Preprocessing dilakukan untuk mem-
odifikasi data dan meningkatkan kualitas-
nya sebelum dilakukan pemodelan[6]. Pada
penelitian ini, preprocessing dilakukan untuk
membersihkan data sebelum proses pemode-
lan dimulai.
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Gambar 2: Tahap Preprocessing

Pada Gambar 2 dijelaskan tahapan-tahapan
dalam preprocessing data sebelum dilakukan
pemodelan topik random forest dan xgboost,
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beberapa tahapan penting diantaranya han-
dling missing value, handling outlier dan nor-
malisasi data. Setelah data berhasil dio-
lah baru dilakukan pemodelan dengan kedua
topik tersebut.

Handling Missing Value

Pada tahapan awal preprocessing, data ma-
sukan dilakukan handling missing value ter-
lebih dahulu. Missing value dapat terjadi
karena kesalahan penginputan data atau me-
mang data tersebut tidak ada. Karena al-
goritma machine learning tidak dapat mem-
proses data yang terdapat missing value,
maka sebelum dilakukan modelling harus
dilakukan handling missing value terlebih
dahulu. Peneliti menggunakan Teknik im-
putasi mean. Sehingga data yang terdapat
missing value diisi dengan nilai rata-rata dari
kolom tersebut.

Handling Outlier

Selanjutnya, tahapan berikutnya adalah
melakukan penanganan outlier menggunakan
teknik Z-score. Z-score digunakan un-
tuk membantu mengidentifikasi apakah suatu
data termasuk dalam kategori outlier atau
bukan. Data outlier merujuk pada data yang
memiliki nilai yang sangat jauh dari rata-rata.
Aturan umum yang digunakan adalah jika ni-
lai Z-score kurang dari -3 atau lebih dari +3,
maka data tersebut dianggap sebagai nilai ek-
strem. Oleh karena itu, data yang melebihi
batas bawah atau batas atas tersebut akan
dihapus dari dataset.

Normalisasi Data

Normalisasi data adalah salah satu teknik
penting dalam tahap preprocessing. Hal
ini penting karena seringkali data memiliki
rentang nilai yang berbeda antar variabelnya.
Dalam penelitian ini, peneliti menggunakan
metode min-max scaler untuk melakukan nor-
malisasi data. Metode ini akan menyesuaikan
nilai-nilai data ke dalam rentang yang diten-
tukan, biasanya 0 hingga 1, sehingga memu-
ngkinkan perbandingan yang lebih adil antar
variabel.

. Processing

Pada sub bab ini akan dijelaskan menge-
nai proses pengolahan data sehingga menda-
patkan hasil yang diharapkan seperti yang
telah dijelaskan sebelumnya.

Klasifikasi dengan Random Forest dan
XGBoost

Langkah pertama dari tahap klasifikasi den-
gan Random Forest dan XGBoost adalah
membuka data yang telah dilakukan ekstraksi
fitur ke dalam jupyter notebook menggunakan
library pandas. Ketika data sudah berhasil
diload, maka dilakukan pembagian data an-
tara data X dan data y dimana data X meru-
pakan kolom fitur dan data y merupakan
kolom target[13].

Setelah melakukan pembagian data X dan
y, kemudian dilakukan pembagian data train
dan data test pada data X menggunakan
modul scikit-learn yaitu train test split.
Besaran pembagian data yaitu 80% untuk
data train dan 20% untuk data test.

Untuk mendapatkan parameter yang paling
optimal pada kasus ini, peneliti menggunakan
Teknik GridSearchCV yang mana Teknik ini
dapat mencari parameter optimal dari al-
goritma yang digunakan untuk kasus yang
sedang dianalisa[14]. GridSearchCV adalah
bagian dari modul scikit-learn yang bertujuan
secara otomatis dan sistematis melakukan val-
idasi beberapa model dan setiap hyperparam-
eter. Ketika proses running GridSearchCV
sudah selesai, maka akan didapatkan model
beserta score test dan score train.

5. Tahap Evaluasi

Tahapan ini digunakan untuk mengukur per-
forma dari model machine learning yang telah
dibuat. terdapat tiga metrik evaluasi yang
dapat digunakan yaitu precision, recall dan
confusion matrix[15]. Seperti yang telah dije-
laskan pada sub bab sebelumnya, data akan
dibagi menjadi data train dan data test den-
gan perbandingan|[16].

Agar mendapatkan hasil terbaik, beber-
apa perbandingan data train dan data test
nantinya akan dilakukan percobaan pada
masing-masing perbandingan[17]. Pada
penelitian ini, peneliti menggunakan Ran-
domized Search Cross Validation dengan cross
validation adalah 5. Sehingga dataset dibagi
menjadi 5 bagian data sama banyak. Jika
bagian 1 menjadi data test maka bagian 2
hingga 5 menjadi data train. Sedangkan jika
bagian 2 menjadi data test maka bagian 1, 3,
4 dan 5 menjadi data train. Begitu seterusnya
hingga bagian 5 menjadi data test.

Hasil dan Pembahasan

Data

Penelitian ini berfokus pada analisis data yang ter-
diri dari 768 entri. Dataset ini mencakup 9 indika-
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tor yang memiliki keterkaitan dengan penyakit dia-
betes. Dalam penelitian ini, 9 kategori yang mewak-
ili indikator-indikator tersebut diidentifikasi. Fokus
penggunaan 9 indikator ini adalah untuk membat-
asi ruang lingkup masalah dalam prediksi penyakit
diabetes, lihat Tabel 1. Indikator-indikator tersebut
meliputi:

1.

2.

Pregnancies

Glucose

Blood Pressure

Skin Thickness

Insulin

BMI

Diabetes Pedigree Function
Age

Outcome

Tabel 1: Indikator Data

Attribut Keterangan

Pregnancies Jumlah Kehamilan

Glucose Konsentrasi glukosa plasma

2 jam setelah uj toleransi

glukosa oral
Blood Presure Tekanan darah diastolik
Skin Thickness Ketebalan lipatan kulit trisep
Insulin Insulin serum 2 jam
BMI Indikator untuk menentukan
kategori berat badan
Diabetes Pedigree  Fungsi silsilah diabetes
Function
Age umur
Outcome kelas

Dengan mempertimbangkan 9 indikator ini,
penelitian ini bertujuan untuk lebih memahami
dan merumuskan prediksi penyakit diabetes dengan
kerangka kerja yang kokoh.

Preprocessing

1.

Handling Mising Value

Output yang dihasilkan dari langkah ini
adalah data yang telah mengalami pen-
yaringan dan perubahan.

Pengisian data dilakukan secara kompre-
hensif sehingga tidak ada nilai yang ter-
lewatkan. Presentasi visual dalam Gambar
3 mencerminkan keseragaman warna yang
sama. Pengamatan ini mengindikasikan
bahwa pengisian nilai telah berhasil dilakukan
dengan sukses.
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Gambar 3: Hasil Missing Value

2. Handling Outlier

Tahap berikutnya melibatkan penanganan
outlier menggunakan metode Z-score. Z-score
digunakan untuk membantu mengidentifikasi
apakah suatu data termasuk dalam kategori
outlier atau tidak. Data outlier merujuk pada
data yang memiliki nilai yang signifikan dari
rata-rata. Pedoman umum adalah jika nilai
Z-score lebih kecil dari -3 atau lebih besar
dari +3, data dianggap sebagai nilai ekstrem.
Karena itu, data yang melampaui batas-batas
ini akan dihilangkan dari dataset.

Perbandingan jumlah data

setelan fler

s balum fer

Gambar 4: Proses Outlier

Setelah menerapkan metode Z-score untuk
mengatasi outlier, Gambar 4 menunjukkan
bahwa dari jumlah data awal sebanyak 768,
jumlah data yang tersisa setelah proses terse-
but adalah 688.

. Normalisasi Data

Normalisasi data adalah langkah kunci dalam
preprocessing, mengingat variasi nilai an-
tar variabel[18]. Dalam penelitian ini,
metode yang diterapkan adalah skala min-
max. Pendekatan ini mengatur nilai data
dalam rentang O hingga 1 untuk perbandin-
gan yang lebih adil[19].
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Gambar 5: Proses Normalisasi Data

Dalam rangka penelitian ini, metode yang
digunakan melibatkan penerapan skala min-
max. Pendekatan ini mengelola nilai-nilai
data agar berada dalam kisaran O hingga
1, untuk memastikan kesetaraan perbandin-
gan. Gambar 5 menunjukkan hasil prediksi
penyakit diabetes yang dihasilkan setelah
menjalankan metode skala min-max.

Processing

Cross-validation adalah pendekatan yang membagi
dataset menjadi beberapa bagian untuk tujuan
pelatihan dan pengujian model. Dalam konteks
Random Forest, strategi ini membantu mengukur
sejauh mana model mampu menggeneralisasi data
yang belum pernah dilihatnya[20]. Model diper-
lakukan sebagai pelatihan dan diuji pada setiap
bagian dataset, sambil menghitung metrik evaluasi
yang relevan[21]. Hasil dari setiap tahapan diam-
bil untuk memberikan gambaran yang lebih akurat
tentang performa keseluruhan model Berikut meru-
pakan parameter-parameter terbaik dalam random
forest dan XGBoost.

Pada Tabel 2, menjelaskan parameter-
parameter yang memberikan performa terbaik un-
tuk model Random Forest dan XGBoost sesuai
dengan metrix evaluasi yang telah ditentukan.

Tabel 2: Parameter Random Forest dan XGBoost
Algoritma

Parameter

Random Fitting § folds for each of 18 candidates, totalling S8 fits
[Parallel(n_jobss- sing backend LokyBackend with & concurrent workers
U 1 od: 18.83%
Forest 12,73 finished
X(GBoost Fitting 5 folds for each T" 1@ candidates, :nra|:;-.|; 58 fits
: Using backend LokyBackend with 8 concurrent workers.
ne 34 tasks | elapsed:
50 out of 50 | elapsed: 49,85 Finished
4295532646847 . 72946859993 38164
: B.203530703818476,
8.35561914931 255884,
Evaluasi

Setelah melalui serangkaian langkah-langkah pent-
ing dalam preprocessing dan tahap klasifikasi data,
langkah selanjutnya yang dijalankan adalah tahap
evaluasi. Pada tahap ini, peneliti melanjutkan den-
gan menggunakan confusion matrix sebagai instru-
men untuk melakukan evaluasi mendalam terhadap
performa model yang telah dibangun.

Tabel 3: Clasification Report

Algoritma Clasification Report
Random
Forest precision recall fl-score  support
0.8 8.75 .58 @.61 127
1.8 8.74 8.53 2.61 -]
ACCuracy a.74 a7
macro avg 8.74 e.7e e.71 207
weighted avg 8.74 8.74 .73 207
XGBoost precision recall fl-score  support
a.@ 8.75 8.91 6.83 127
1.0 8.79 a.53 a.63 e
accuracy 8.76 207
macro avg 8.77 a.72 8.73 207
weighted avg 8.77 a.76 a.75 207

Berdasarkan Tabel 3, berikut hasilnya:
Random Forest :

1. Akurasi keseluruhan: 74%

2. Rata-rata (macro avg): Presisi 0.74, Recall
0.70, F1-Score 0.71

3. Rata-rata berbobot (weighted avg): Presisi
0.74, Recall 0.74, F1-Score 0.73

XGBoost :
1. Akurasi keseluruhan: 76%

2. Rata-rata (macro avg): Presisi 0.77, Recall
0.72, F1-Score 0.73

3. Rata-rata berbobot (weighted avg): Presisi
0.77, Recall 0.76, F1-Score 0.75
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Hasil ini memberikan gambaran tentang seberapa
baik kinerja kedua model dalam melakukan klasi-
fikasi, dengan mempertimbangkan presisi, recall,
dan F1-score dari masing-masing model.

Random Forest:

1. Akurasi Keseluruhan: Model Random For-
est memiliki akurasi keseluruhan sebesar 74%.
Akurasi mengukur seberapa banyak prediksi
model yang benar dari seluruh instance dalam
data uji.

2. Rata-rata:

(a) Presisi: 0.74, yang berarti dari semua ke-
las, 74% prediksi positif yang benar.

(b) Recall: 0.70, yang berarti dari semua in-

stance yang benar-benar positif, model

mampu memprediksi 70% di antaranya.

(c) F1-Score: 0.71, yang merupakan rata-
rata harmonik dari presisi dan recall.
F1l-score memberikan keseimbangan an-
tara kedua metrik tersebut.

3. Rata-rata Berbobot (Weighted Avg):

(a) Presisi: 0.74, yang menunjukkan pre-
sisi secara rata-rata dengan mempertim-
bangkan kelas-kelas yang berbeda.

Recall: 0.74, yang menunjukkan re-
call secara rata-rata dengan mempertim-
bangkan kelas-kelas yang berbeda.

(c) F1-Score: 0.73, yang menunjukkan F1-
score secara rata-rata dengan memper-
timbangkan kelas-kelas yang berbeda.

(b)

XGBoost:

1. Akurasi Keseluruhan:

(a) Model XGBoost memiliki akurasi keselu-
ruhan sebesar 76%.

2. Rata-rata (Macro Avg):

(a) Presisi: 0.77, yang berarti dari semua ke-
las, 77% prediksi positif yang benar.

(b) Recall: 0.72, yang berarti dari semua in-
stance yang benar-benar positif, model
mampu memprediksi 72% di antaranya.

(c) F1-Score: 0.73, yang merupakan rata-
rata harmonik dari presisi dan recall.

3. Rata-rata Berbobot (Weighted Avg):

(a) Presisi: 0.77, yang menunjukkan pre-
sisi secara rata-rata dengan mempertim-
bangkan kelas-kelas yang berbeda.

Recall: 0.76, yang menunjukkan re-
call secara rata-rata dengan mempertim-
bangkan kelas-kelas yang berbeda.

(c) F1-Score: 0.75, yang menunjukkan F1-
score secara rata-rata dengan memper-
timbangkan kelas-kelas yang berbeda.

(b)
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Penutup

Dalam Penelitian Implementasi Data Mining
Dalam Melakukan Prediksi Penyakit Diabetes
Menggunakan Metode Random Forest Dan Xg-
boost, Penerapan teknik data mining melalui
Random Forest dan XGBoost dalam meramalkan
penyakit diabetes keduanya memberikan hasil
prediksi yang akurat dan konsisten berdasarkan
analisis dataset klinis dan biokimia yang didapat
dari situs kaggle yang berjumlah 768 dan 9 indika-
tor. Data diolah melalui tahap preprocessing di-
antaranya handling missing value, handling outlier
dan normalisasi data, dan didapatkan data yang
akan diolah sebesar 688. Setelah didapat data
hasil preprocessing, data dilakukan tahapan pelati-
han dan pengujian dengan Cross Validation dan
dilakukan pengujian untuk mengetahui parameter-
parameter terbaik yang akan digunakan, lalu di-
lakukan evaluasi kinerja model Random Forest dan
XGBoost menggunakan metrik akurasi, presisi, re-
call, dan F1l-score. Hasil evaluasi model menun-
jukkan performa yang baik dalam penelitian ini, di-
dapatkan hasil akurasi keseluruhan dalam penggu-
naan random forest sebesar 74% dan penggunaan
XGBoost sebesar 76%. Kesimpulan ini menyoroti
peran penting data mining dalam mengatasi tan-
tangan kesehatan global, penelitian ini berpotensi
mendukung upaya deteksi dini dan pengelolaan
penyakit khususnya diabetes.
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