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Abstrak

Malaria merupakan penyakit mematikan yang penularannya terjadi melalui gigitan nya-
muk Anopheles . Berdasarkan laporan WHO tahun 2021 di Asia Tenggara angka kematian
diakibatkan Malaria menurun sebesar 40% kecuali di Indonesia kurang dari 25%. Tingginya
tingkat kematian akibat Malaria di Indonesia salah satunya disebabkan karena faktor kom-
petensi tenaga medis; keterlambatan penanganan, kesalahan diagnosis dan kesalahan terapi.
Selain observasi langsung, pengujian menggunakan Mikroskop dan Rapid Diagnostic Test
(RDT) dapat digunakan untuk mendeteksi Malaria. Namun kedua metode ini membutuhkan
kompetensi yang baik untuk menyimpukan hasil pengujian. Alternatif solusi yang diajukan
pada penelitian ini yaitu mendeteksi Malaria menggunakan bantuan algoritma. Penelitian ini
dilakukan untuk menguji prediksi Malaria menggunakan pre-trained models dari algoritma
E�cientNet-B0 dan MobileNet-V2 . Hasil penelitian menyimpulkan bahwa pre-trained mod-
els , algoritma E�cientNet-B0 dan MobileNet-V2 dapat digunakan untuk prediksi Malaria.
Algoritma terbaik pada penelitian ini yaitu MobileNet-V2 dengan rata-rata skor akurasi sebe-
sar 97,27%, rata-rata F1-score sebesar 97,29% dan skor sanity check sebesar 100%, skor ke-
salahan tipe 1 sebesar 1,74% dan kesalahan tipe 2 sebesar 0,89% dari 5512 sel darah yang
diuji.

Kata kunci : Algoritma, E�cientNet-B0, Malaria, MobileNet-V2, Pre-Trained..

Pendahuluan

Malaria merupakan penyakit mematikan yang
penularannya terjadi melalui gigitan Nyamuk
Malaria (Anopheles) yang telah terinfeksi. Nya-
muk ini membawa parasit Plasmodium yang ketika
menggigit manusia, akan masuk ke dalam aliran
darah[1]. Manusia yang telah digigit nyamuk pem-
bawa parasit Plasmodium akan menyebabkan par-
asit masuk ke dalam tubuh manusia, kemudian
menetap di organ hati sebelum menyerang sel darah
merah. Gejala muncul dalam tiga tahap selama
6 sampai 12 jam, seperti menggigil, demam, sakit
kepala, dan berkeringat sampai dengan suhu tubuh
kembali normal[2], [3].

Laporan WHO tahun 2021 menyebutkan bahwa
pada tahun 2020 terdapat 627.000 orang mening-
gal akibat terjangkit Malaria. Di Asia Tenggara
meskipun trend menunjukan penuruanan angka ke-
matian yang diakibatkan Malaria rata-rata menu-
run sebesar 40%, namun angka penerunan kematian
akibat Malaria di Indonesia kurang dari 25%[4].
Tingginya tingkat kematian akibat Malaria di In-
donesia disebabkan oleh banyak faktor. Keterlam-
batan penanganan medis pasien dan salah diagnosis

dapat menyebabkan pasien terinfeksi Malaria berat
memungkinkan mengalami komplikasi[5].

Penelitian yang dilakukan oleh Oktavianus dkk,
menemukan bahwa kesalahan medis pada pena-
talaksanaan Malaria sebesar 1,87 kali per pasien.
Dalam kajian ini ditemukan 98 kesalahan diagno-
sis yaitu; 16 kejadian error of ommission (17,39%)
dan 82 kejadian error of commission (89,13%). Se-
lain kesalahan diagnosis, juga ditemukan 92 keja-
dian kesalahan terapi, terdiri dari 19 kejadian er-
ror of ommission (20,65%) dan 73 kejadian error
of commission (79,35%) [6]. Kesalahan diagnosis
pada pasien terjangkit Malaria menunjukan adanya
inkonsistensi kompetensi atau pengetahuan tenaga
medis terkait penyakit Malaria.

Selain observasi langsung, pengujian menggu-
nakan mikroskop dan Rapid Diagnostic Test (RDT)
dapat digunakan untuk mendeteksi Malaria. Na-
mun metode RDT ini memiliki kelemahan tidak
dapat mendeteksi kepadatan parasit yang rendah,
RDT hanya bisa membaca kehadiran parasit den-
gan rentang 40 -100 parasit per mikroliter darah.
Sedangkan metode mikroskop hanya dapat mem-
baca kehadiran parasit dengan rentang 5-10 para-
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sit per microliter darah [7]. Dengan demikian da-
pat dipahami bahwa kekurangan dari metode ober-
vasi langsung, mikroskop, dan RDT yaitu mem-
butuhkan kompetensi atau pengetahuan yang baik
untuk dapat menyimpulkan apakah pasien terin-
feksi Malaria atau tidak. Sehingga hal ini masih
dimungkinkan terjadinya kesalahan diagnosis, baik
itu terkait dengan faktor pengetahun atau kompe-
tensi tenaga medis maupun kesalahan dalam proses
pengambilan kesimpulan atas diagnosis yang telah
dilakukan.

Sebagai salah satu alternatif solusi atas per-
masalahan yang telah diuraikan tersebut, beber-
apa penelitian di bidang deep learning telah di-
lakukan. Menggunakan algoritma untuk mem-
bantu mengambil keputusan apakah pasien terin-
feksi Malaria atau tidak. Dengan menggunakan
metode klasi�kasi terhadap sampel sel darah, da-
pat dilakukan prediksi terhadap sel darah baru
apakah terinfeksi malaraia atau tidak. Metode ini
tidak memerlukan kompetensi tenaga medis un-
tuk menentukan kesimpulan atau keputusan akhir,
karena proses sepenuhnya dilakukan oleh algoritma
komputer.

Penelitian dilakukan Sasongko, melakukan
pengujian arsitektur model CNN; ResNet-101,
AlexNet, dan VGG-16-19 untuk mendeteksi para-
sit penyakit Malaria. Hasil penelitian menginfor-
masikan bahwa arsitektur model ResNet-101 memi-
liki akurasi yang jauh lebih baik dibandingkan
model AlexNet dan VGG-16-19 [8]. Penelitian lain
dilakukan oleh Bibin dkk, menguji metode deep be-
lief network (DBN) untuk mengidenti�kasi parasit
Malaria. Pengujian dilaksanakan dengan menggu-
nakan 4100 sampel gambar dan menghasilkan in-
formasi bahwa metode DBN memiliki kemampuan
yang lebih baik daripada metode lainnya dengan F-
score 89,66%, sensitivitas 97,60%, dan akurasi sebe-
sar 95,92% [9].

Dalam bidang deep learning, sejumlah besar ar-
sitektur telah diperkenalkan yang memungkinkan
untuk dapat diterapkan pada banyak kasus, di
antaranya adalah Convolutional Neural Networks
(CNN). Pemikiran tentang CNN terinspirasi dari
penelitian yang dilakukan pada korteks visual ma-
malia, yaitu bagaimana mereka memandang dunia
menggunakan arsitektur neuron di otak [10]. CNN
juga merupakan salah satu algotima yang dikem-
bangkan untuk tujuan klasi�kasi dan pengelolaan
gambar. Terdapat tiga layer utama pada CNN yang
digunakan untuk memproses dan mengekstrak �tur
dari gambar, utama yaitu convolutional layer, pool-
ing layer dan Fully Connected (FC)[11][12][13].

Deep learning dan Convolutional Neural Net-
works merupakan seperangkat teknik yang san-
gat powerful dan memberikan solusi terbaik untuk
menyelesaikan masalah dalam pengenalan dan pem-
rosesan gambar. Meskipun demikian, kelemahan
terbesar dari model algoritma ini yaitu memerlukan
sumber daya (GPU dan Memori) yang besar[14].
Transfer Learning, adalah solusi yang tidak hanya

mengatasi masalah sumber daya yang besar tetapi
juga dapat mempersingkat waktu yang diperlukan
dalam proses analisis.

Transfer Learning merupakan teknik dimana
menggunakan model yang sudah dilatih (pre-trained
models) untuk mengklasi�kasikan dataset baru. Se-
hingga tidak perlu untuk melakukan training data
dari awal dan hanya perlu melakukan penyesua-
ian pada bagian akhir dari model[15]. Pre-trained
models merupakan model yang telah dilatih pada
sekumpulan data yang besar untuk memecahkan
masalah yang serupa dengan yang ingin kita sele-
saikan [14]. Terdapat 20 pre-trained models pada
library pytorch [15], dan pada penelitian ini digu-
nakan dua pre-trained models yaitu; E�cientNet-
B0 dan MobileNet-V2. Pemilihan pre-trained mod-
els tersebut didasarkan pada ukuran parameter ke-
cil (sebesar 3,5 M) dan akurasi cukup besar (93,53
dan 90,82) [16].

E�cientNet merupakan salah satu pre-trained
models CNN yang diusulkan oleh Mingxing Tan
dan Quoc V. Le dari Google Research pada tahun
2019[17], [18]. E�cientNet menggunakan teknik
yang disebut koe�sien majemuk untuk memperbe-
sar model dengan cara yang sederhana namun efek-
tif[19]. Model E�cientNet saat ini memiliki 8
model, yaitu E�cientNet-B0 sampai E�cientNet-
B7 yang memiliki jumlah parameter yang semakin
banyak dari 5,3 juta sampai 66 juta parameter di-
ikuti dengan nilai akurasi yang semakin tinggi, lihat
Gambar 1.

Gambar 1: Arsitektur E�cientNet-B0[20]
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MobileNets, merupakan salah satu arsitektur
convolutional neural network (CNN) yang dapat
digunakan untuk mengatasi kebutuhan akan com-
puting resource berlebih[21]. MobileNet telah di-
latih pada kumpulan data ImageNet untuk keper-
luan deteksi dan klasi�kasi dengan dengan meng-
gunakan library TensorFlow [22]. Perbedaan men-
dasar antara arsitektur MobileNet dan arsitektur
CNN pada umumnya adalah penggunaan layer con-
volution dengan ketebalan �lter yang sesuai dengan
ketebalan dari input image. Gambar 2, MobileNet
membagi konvolusi menjadi depthwise convolution
dan pointwise convolution [21], [23].

Gambar 2: Arsitektur MobileNetV2[24]

Metode Penelitian

Metode yang digunakan pada penelitian ini meru-
pakan penelitian eksperimen. Pada percobaan
ini peneliti akan melakukan pengujian pada pre-
trained model E�cientNet-B0 dan MobileNet-V2
dalam memprediksi citra dari sel darah. Proses
pengujian dilakukan menggunakan aplikasi google
colaboratory dengan pengaturan runtime meng-
gunakan GPU. Pengujian dilakukan sesuai den-
gan dokumentasi yang terdapat pada library py-
torch [25]. Gambar 3 merupakan diagram alir prose-
dur pengujian yang dilakukan pada penelitian ini.

Dataset

Dataset yang digunakan pada penelitian
ini merupakan dataset publik berupa citra
sel darah yang diunduh dari halaman
https://www.kaggle.com/datasets/iarunava/cell -
images-for-detecting-Malaria. Dataset yang digu-
nakan sebanyak 27.558 �le gambar, terdiri dari
kelompok terinfeksi (infected) sebanyak 13.779 �le
gambar dan kelompok tidak terinfeksi (uninfected )
juga sebanyak 13.779 �le gambar, contoh ada di
Gambar 4 dan 5.

Gambar 3: Prosedur pengujian algoritma

Gambar 4: Sel darah terinfeksi Malaria

Gambar 5: Sel darah tidak terinfeksi Malaria

Persiapan Data

Tahap persiapan data merupakan langkah pengat-
uran data sehingga siap digunakan pada proses
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pengujian, pada tahap ini penulis membagi men-
jadi dua proses yaitu; import datasets dan splitting
datasets.

1. Proses Import datasets

Pada tahap ini dataset berupa �le gambar
sel darah dibagi menjadi dua kelompok (in-
fected, uninfected ). Selanjurnya data di kom-
pres dalam bentuk �le zip dan diupload ke
google drive. Data dalam bentuk zip �le diim-
port dan diekstrak ke Google Colaboratory un-
tuk dilakukan proses lebih lanjut, lihat Gam-
bar 6.

Gambar 6: Struktur folder dataset

2. Proses Splitting Datasets

Pada tahap ini penulis melakukan pemba-
gian dataset menjadi tiga kategori; train (data
training), test (data testing), dan val (data
validation). Pembagian dataset dilakukan
menggunakan feature splitfolders dengan pro-
porsi 70% untuk data train, 20% untuk data
test, dan 10% untuk data val. Hasil dari
proses splitting datasets seperti terlihat pada
Gambar 7.

Gambar 7: Pembagian data pada dataset

Desain Model

Desain model merupakan proses dimana algoritma
yang digunakan ditentukan sebagai dasar pemilihan
parameter pada pengujian. Pada tahap ini penulis
membagi menjadi dua bagian proses yang dilakukan
yaitu data augmentation dan transfer learning.

1. Proses Data Augmentation

Data augmentation merupakan proses pen-
gaturan parameter yang akan digunakan pada

proses transformasi gambar sesuai dengan al-
goritma yang digunakan. Terdapat enam
parameter pengujian yang digunakan pada
tahap ini yaitu; batch size, crop_size, Center-
Crop, resize_size, normalized mean, dan nor-
malized std. Pengaturan data augmentation
dilakukan pada data train dan data test den-
gan mengacu pada data augmentation yang
terdapat pada library Pytorch.

2. Proses Transfer Learning

Tansfer learning merupakan proses pener-
apan model yang telah dilatih (pre-treined
models) pada proses pengujian sesuai den-
gan data augmentation yang telah dilakukan.
Proses transfer learning ini dibagi menjadi
empat sub proses yaitu; create models, freeze
layer, replacing sequential, save model.

Create model; pada tahap ini model algo-
ritma E�cientNet-B0 dan MobileNet-V2 di-
import dari library torchvision dan diinput
kedalam variabel mnet dengan menerapkan
pendekatan pre-trained models.

Freeze layer ; tahap freeze layer merupakan
langkah yang harus dilakukan pada saat
menggunakan pendekatan pre-trained mod-
els. Tujuan dari freeze layer yaitu untuk
mencegah hilangnya/rusaknya informasi yang
terkandung dalam pre-trained models. Pa-
rameter yang digunakan pada tahap ini yaitu
requires_grad = False.

Replacing sequential ; karena layer
telah dibekukan maka pada tahap
ini perlu dilakukan pengaturan ter-
hadap classi�er sequential. Parame-
ter yang digunakan pada proses replac-
ing sequential ini yaitu mnet.classi�er
= nn.Sequential(nn.Linear(1280, 2,
bias=True), nn.LogSoftmax(dim=1)).

Save models ; pada tahap ini model yang telah
dibuat disimpan dengan nama �le model.py
dan dipanggil kembali pada proses implemen-
tasi models.

3. Pengujian Model

Proses pengujian model ini dilakukan dalam
2 tahapan pengujian yaitu; tahap pengujian
model fase 1 (adaptations) dan model fase 2
(optimization).

Adaptations; pada tahap ini pengujian model
dilakukan pada data train dan data test.
Pada tahap adaptations model ini diterap-
kan dua pramater yaitu Adam optimizer
(lr=10e3) dan early_stop_patience=2.

Optimization; pada tahap ini dilakukan pen-
gujian model pada data train dan data test
dengan menggunakan pramater Adam opti-
mizer (lr=10e5) dan early_stop_patience=5.
Memperkecil nilai parameter Adam optimizer
pada tahap ini dimaksudkan agar proses
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learning dilakukan dengan lebih teliti. Semen-
tara itu nilai parameter early_stop_patience
dinaikan, dengan tujuan memberikan tamba-
han 2 kali kali proses learning jika memper-
oleh nilai akurasi yang sama dengan proses
learning sebelumnya.

4. Pengukuran Kinerja

Proses pengukuran kinerja dilakukan un-
tuk mengetahui seberapa baik kinerja dari
pre-trained models E�cientNet-B0 dan
MobileNet-V2 pada prediksi Malaria. Pen-
gukuran kinerja model dilakukan dengan
menggunakan empat parameter pengujian
yaitu; accuracy, confusion matrix, F1-score,
dan sanity check.

Accuracy ; menggambarkan seberapa aku-
rat model dapat mengklasi�kasikan den-
gan benar. Accuracy juga dapat dimak-
nai sebagai rasio prediksi benar (TP dan
TN) terhadap jumlah data secara keselu-
ruhan[26]�[30]. terdapat dua parameter yang
digunakan pada tahap ini yaitu train_score
dan test_score. Train_score merupakan
persentase perbanding skor akurasi model ter-
hadap data train yang digunakan train_score
= accuracy(model, trainloader). Sedan-
gkan test_score merupakan persentase per-
banding skor akurasi model terhadap data
test yang digunakan test_score = accu-
racy(model, testloader).

Confusion matrix ; merupakan salah param-
eter yang sering digunakan untuk mengukur
kinerja metode klasi�kasi pada deep learn-
ing [31], [32]. Pengujian ini digunakan un-
tuk mengukur kinerja dari model klasi�kasi
maupun prediktif. Confusion matrix da-
pat menggambarkan lebih detail tentang jum-
lah data yang diklasi�kasikan dengan benar
maupun salah. Pada pengujian ini digunakan
empat paramater yaitu; True Positive (TP),
False Positive (FP), False Negative (FN), dan
True Negative (TN) [31], [32].

F1-score; dapat dide�nisikan sebagai rata-
rata harmonik dari precision dan recall [33],
[34]. F1-score pada umumnya digunakan un-
tuk membandingkan 2 model dengan dengan
kondisi dimana model A memiliki skor re-
call yang lebih tinggi daripada skor precision,
sedangkan model B memiliki skor recall yang
lebih rendah daripada skor precision. Param-
eter F1-score dapat digunakan sebagai acuan
pengukuran kinerja algoritma jika data False
Negatif dan False Positif memiliki nilai yang
berbeda cukup signi�kan (asymmetric)[34].

Sanity check; digunakan untuk menampilkan
(visualisasi) hasil prediksi model yang telah
dibuat terhadap data target (data sebe-
narnya). Banyaknya prediksi yang dilakukan

pada pengujian ini mengacu pada parame-
ter batch_size (bs=32) yang telah ditentukan
pada langkah awal pembuatan model. Hasil
pengujian ditampilkan dalam bentuk gambar
dan label sesuai hasil prediksi yang telah di-
lakukan.

Hasil dan Pembahasan

Penulis menyajikan hasil penelitian dan pemba-
hasan pada bagian ini mengacu pada langkah
pengukuran kinerja (performance measure) model.
Dengan demikian proses penyajian data dan pem-
bahasan fokus pada empat parameter yang telah
ditentukan yaitu, acuuracy, confusion matrix, F1-
score, dan pengujian visual menggunakan metode
sanity check.

1. Kurva Skor Akurasi

Kurva skor akurasi merupakan kurva yang
menampilkan progres perolahan skor akurasi
pada setiap proses learning yang telah di-
lakukan. Gambar 8 menunjukan kurva per-
bandingan antara jumlah epoch terhadap skor
akurasi untuk model algoritma E�cientNet-
B0, Gambar 9 menunjukan kurva perbandin-
gan antara jumlah epoch terhadap skor
akurasi untuk model algoritma MobileNet-V2
pada tahap adaptasi model khususnya pada
fase 2.

Gambar 8: Kurva skor akurasi model E�cientNet-
B0

Terdapat tiga informasi penting yang diper-
oleh dari gra�k pada Gambar 8 tersebut yaitu:
pertama, jumlah total epoch yang diperoleh
sebanyak 34; kedua, setelah mencapai epoch
ke-10, kurva data train menjadi lebih tinggi
dari kurva data test; dan ketiga; setelah epoch
ke-10 kurva data train masih menunjukan
trend naik dengan sampai akhir proses (epoch
terakhir), sedangkan kurva data test naik den-
gan lambat dan cenderung stabil.
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Gambar 9: Kurva skor akurasi model MobileNet-
V2

Sedangkan berdasarkan data pada Gambar 9
diketahui bahwa: pertama, jumlah total epoch
yang diperoleh sebanyak 30; kedua, setelah
mencapai epoch ke-19, kurva data train men-
jadi lebih tinggi dari kurva data test; dan
ketiga; setelah epoch ke-19 kurva data train
masih menunjukan trend naik dengan sam-
pai akhir proses (epoch terakhir), sedangkan
kurva data test naik dengan lambat dan cen-
derung stabil.

Dari kedua kurva tersebut diketahui bahwa
epoch teringgi pada model algoritma
E�cientNet-B0 dan MobileNet-V2 meru-
pakan batas akhir dari proses pengujian
akurasi. Dimana 1 Epoch merupakan 1
putaran penuh algoritma berhasil menye-
lesaikan rangkaian proses learning (anali-
sis). Penentuan batas akhir proses pen-
gujian tersebut diatur dalam parameter
early_stop_patience=5. Pemberian nilai 5
pada parameter early_stop_patience itu di-
maksudkan bahwa rangkaian proses analisis
yang berjalan akan dihentikan secara otoma-
tis hanya jika algoritma telah memperoleh
skor akurasi yang beturut-turut sama dengan
skor akurasi pada epoch sebelumnya sebanyak
5 kali pengulangan.

Dengan demikian dapat dipahami bahwa
pada pengujian model algoritma E�cientNet-
B0 dimulai dari epoch ke-30 sampai den-
gan epoch ke-34 memperoleh skor akurasi
yang sama, yaitu sebesar 96,57%. Sedangkan
pada pengujian model algoritma MobileNet-
V2 dimulai dari epoch ke-26 sampai dengan
epoch ke-30 memperoleh skor akurasi yang
sama, yaitu sebesar 97,33%.

2. Skor Akurasi

Data pada Tabel 1 di bawah ini merupakan
data skor akurasi data test pada tahap adap-
tasi model (fase 1).

Tabel 1: Skor akurasi tahap adaptasi model

Berdasarkan data pada Tabel 1 di atas dike-
tahui bahwa pada tahap adaptasi (fase 1)
setelah melakukan tiga kali pengujian, model
algoritma E�cientNet-B0 dan MobileNet-
V2. Skor akurasi model MobileNet-V2 baik
pengujian 1, pengujian 2, maupaun pen-
gujian 3 memiliki nilai yang lebih besar
jika dibandingkan dengan skor akurasi model
E�cientNet-B0. Pada tahap adaptasi model,
skor akurasi terkecil untuk model algoritma
E�cientNet-B0 yaitu pada pengujian 2 sebe-
sar 92,74%. Sementara itu skor akurasi
terkecil untuk model algoritma MobileNet-V2
yaitu pada pengujian 3 sebesar 93,40%.

Tabel 2: Skor akurasi tahap optimasi model

Data pada Tabel 2 di atas merupakan data
skor akurasi model algoritma E�cientNet-B0
dan MobileNet-V2 pada tahap optimasi (fase
2). Pada tahap optimasi skor akurasi model
MobileNet-V2 baik pengujian 1, pengujian 2,
maupaun pengujian 3 juga memiliki skor yang
lebih besar jika dibandingkan skor akurasi
model E�cientNet-B0. Pada tahap optimasi
model, skor akurasi terkecil untuk model algo-
ritma E�cientNet-B0 yaitu pada pengujian 1
sebesar 96,30%. Sementara itu skor akurasi
terkecil untuk model algoritma MobileNet-V2
yaitu pada pengujian 2 sebesar 97,12%.

Berdasarkan data pada tabel 1 dan tabel 2
tersebut juga diketahui bahwa terdapat pen-
ingkatan rata-rata skor akurasi dari fase 1 ke
fase 2 untuk model algoritma E�cientNet-B0
sebesar 3,5%. Sedangkan peningkatan skor
akurasi untuk model algoritma MobileNet-V2
dari fase 1 ke fase 2 yaitu sebesar 3,76%. Pen-
ingkatan skor akurasi baik untuk model algo-
ritma E�cientNet-B0 maupun MobileNet-V2
dipengaruhi oleh parameter pramater learn-
ing rate dan early_stop_patience yang digu-
nakan.

Pada fase 1 parameter learning rate yang di-
gunakan yaitu lr=1e-3, sedangkan pada fase 2
parameter learning rate diturunkan menjadi
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lr=1e-5. Penurunan nilai parameter learn-
ing rate berpengaruh terhadap kinerja algo-
ritma. Semakin kecil nilai parameter learn-
ing rate, maka semakin teliti algoritma dalam
melakukan analisis. Namun demikian, se-
makin teliti maka semakin lama waktu yang
diperlukan dalam melakukan analisis dan se-
makin besar resource (kapasisstas GPU) yang
dibutuhkan.

Parameter early_stop_patience juga tu-
rut berpengaruh terhadap peningkatan
skor akurasi model algoritma E�cientNet-
B0 dan MobileNet-V2. Proses learn-
ing fase 1 menggunakan parameter
early_stop_patience=3, sementara itu
pada fase 2 menggunakan parameter
early_stop_patience=5. Meningkatkan ni-
lai parameter early_stop_patience menjadi 5
berarti memberikan 5 kali kesempatan pengu-
langan mendapatkan skor akurasi yang sama
dengan skor akurasi pada epoch sebelumnya.
Setelah 5 kali pengulangan mendapatkan skor
akurasi yang sama dengan epoch sebelum-
nya, maka algoritma baru berhenti melakukan
analisis.

3. Confusion Matrix

Confusion matrix merupakan salah parame-
ter yang sering digunakan untuk mengukur
kinerja metode klasi�kasi[11]. Confusion ma-
trix pada dasarnya digunakan ketika data
sampel yang diuji merupakan data yang bersi-
fat penting dan membahayakan kesehatan
atau keselamatan. Data pada Gambar 10
merupakan data hasil pengujian confusion
matrix pada model algoritma E�cientNet-
B0. Sedangkan data pada Gambar 11 meru-
pakan data hasil pengujian confusion matrix
hasil pada model algoritma MobileNet-V2.

Gambar 10: Confusion matrix model E�cientNet-
B0

Berdasarkan data hasil pengujian confusion
matrix untuk model E�cientNet-B0 pada

Gambar 10, diketahui bahwa terdapat dua ke-
salahan dalam melakukan prediksi, yaitu ke-
salahan tipe 1 dan kesalahan tipe 2. Kesala-
han tipe 1 pada model ini terjadi karena salah
dalam melakukan prediksi terhadap 137 sel
darah dinyatakan terinfeksi Malaria, sedan-
gkan faktanya adalah tidak terinfeksi Malaria
(FP). Sementara itu kesalahan tipe 2 terjadi
karena salah dalam melakukan prediksi ter-
hadap 67 sel darah dinyatakan tidak terinfeksi
Malaria, sedangkan faktanya adalah terinfeksi
Malaria (FN). Dengan demikian dapat dimak-
nai bahwa pada pengujian confusion matrix
model E�cientNet-B0 masih terdapat kesala-
han tipe 1 sebesar 2,48% dan kesalahan tipe
2 sebesar 1,21% dari dari total 5512 sel darah
yang digunakan sebagai sampel.

Gambar 11: Confusion matrix model MobileNet-V2

Selanjutnya berdasarkan data hasil pengujian
confusion matrix untuk model MobileNet-V2
pada gambar 11 diketahui bahwa terdapat ke-
salahan dalam melakukan prediksi yaitu ke-
salahan tipe 1 dan kesalahan tipe 2. Kesala-
han tipe 1 pada model ini terjadi karena salah
dalam melakukan prediksi terhadap 96 sel
darah dinyatakan terinfeksi Malaria, sedan-
gkan faktanya adalah tidak terinfeksi Malaria
(FP). Sementara itu kesalahan tipe 2 terjadi
karena salah dalam melakukan prediksi ter-
hadap 49 sel darah dinyatakan tidak terinfeksi
Malaria, sedangkan faktanya adalah terinfeksi
Malaria (FN). Dengan demikian dapat dimak-
nai bahwa pada pengujian confusion matrix
model MobileNet-V2 masih terdapat kesala-
han tipe 1 sebesar 1,74% dan kesalahan tipe
2 sebesar 0,89% dari 5512 sel darah yang di-
gunakan sebagai sampel.

4. F1-score

Data pada Tabel 3 di bawah ini merupakan
data data hasil pengujian parameter F1-score
pada model algoritma E�cientNet-B0 dan
MobileNet-V2.
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Tabel 3: F1-Score model E�cientNet-B0 dan
MobileNet-V2

Nilai F1-score pada umumnya digunakan se-
bagai acuan untuk mengukur kinerja suatu
model algoritma ketika kondisi data False
Negative dan False Positive memiliki perbe-
daan nilai yang cukup signi�kan (asymmet-
ric)[10]. Jadi meskipun skor akurasi memiliki
nilai yang sangat tinggi tetapi ketika kesala-
han tipe 1 dan kesalahan tipe 2 memiliki re-
siko yang sangat berbahaya, maka nilai F1-
score lebih tepat digunakan untuk mengukur
kinerja algoritma.

Berdasarkan data pada tabel 3 diketahui
bahwa nilai F1-Score terkecil untuk model al-
goritma E�cientNet-B0 yaitu pada pengu-
jian 1 sebesar 96,35%. Sementara itu ni-
lai F1-Score terkecil untuk model algoritma
MobileNet-V2 yaitu pada pengujian 2 sebe-
sar 97,15%. Berdasarkan data pada tabel 2
diketahui bahwa skor akurasi terkecil untuk
model algoritma E�cientNet-B0 yaitu pada
pengujian 1 sebesar 96,30%. Sementara itu
skor akurasi terkecil untuk model algoritma
MobileNet-V2 yaitu pada pengujian 2 sebesar
97,12%.

Mengacu pada skor kedua parameter ini (skor
akurasi pada tabel 2 dan F1-score pada
tabel 3) diketahui bawaha kedua parame-
ter memiliki nilai yang hampir sama besar.
Dengan demikian baik skor akurasi maupun
F1-score dapat digunakan sebagai parame-
ter untuk mengukur kinerja model algoritma
E�cientNet-B0 maupun MobileNet-V2.

5. Sanity Check

Data pada Tabel 4 di bawah ini merupakan
data persentase prediksi benar hasil pengu-
jian sanity check.

Tabel 4: Prediksi benar pengukuran sanity check

Pengujian sanity check digunakan untuk
menampilkan (visualisasi) hasil prediksi
model yang telah dibuat terhadap data tar-
get (data sebenarnya). Berdasarkan data

pada tabel di atas dapat diketahui bahwa
persentase terkecil prediksi benar pada model
E�cientNet-B0 yaitu sebesar 96,88% dan
persentase terbesar yaitu sebesar 100%.
Sedangkan pada model MobileNet-V2 persen-
tase prediksi benar sudah mencapai sebesar
100%. Pengujian sanity check dilakukan ter-
hadap sampel data test sebanyak 32 sel darah
yang dipilih secara acak. Jumlah sampel yang
diuji pada metode sanity check ini mengacu
pada nilai parameter batch_size = 32 yang
ditentukan pada proses data transformation.

Hasil pengujuan tersebut menampilkan
data bahwa meskipun terdapat persentase
false (salah prediksi) pada model algoritma
E�cientNet-B0. Namun demikian dapat
disimpulkan bahwa berdasarkan parameter
pengujian visual (sanity check ) model algo-
ritma E�cientNet-B0 dan MobileNet-V2 da-
pat dengan akurat melakukan prediksi sampel
sell darah.

Penutup

Berdasarkan penelitian yang sudah dilakukan dapat
disimpulkan bahwa metode pre-trained models al-
goritma E�cientNet-B0 dan MobileNet-V2 dapat
digunakan untuk prediksi Malaria. Hal ini dapat
terlihat dari beberapa parameter yang digunakan
untuk mengukur kinerja model menunjukan hasil
kinerja model yang sangat baik.

Model algoritma terbaik pada penelitian ini
yaitu model algoritma MobileNet-V2. Model algor-
tima ini memperoleh rata-rata skor akurasi sebesar
97,27%, rata-rata F1-score sebesar 97,29% dan skor
sanity check sebesar 100%. Berdasarkan param-
eter pengujian confusion matrix model algoritma
MobileNet-V2 memperoleh skor kesalahan tipe 1
sebesar 1,74% dan kesalahan tipe 2 sebesar 0,89%
dari 5512 sel darah yang diuji. Sementara model
algoritma E�cientNet-B0 memperoleh rata-rata
akurasi sebesar 96,42%, rata-rata F1-score sebe-
sar 96.47% dan skor sanity check sebesar 98,96%.
Sedangkan berdasarkan parameter pengujian confu-
sion matrix model algoritma E�cientNet-B0 mem-
peroleh skor kesalahan tipe 1 sebesar 2,48% dan
kesalahan tipe 2 sebesar 1,21% dari 5512 sel darah
yang diuji.

Selanjutnya untuk memaksimalkan hasil peneli-
tian lebih lanjut, terdapat tiga saran bagi peneliti
yang tertarik pada bidang peneltian image classi-
�cation, khusunya yang menggunakan pendekatan
pre-trained models, yaitu: menggunakan para-
mater batch size lebih besar dari 32, parameter
early_stop_patience=8; dan parameter lr=10e7.
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