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ABSTRAK 
Stroke merupakan salah satu penyebab utama kematian dan kecacatan di dunia. Deteksi dini terhadap jenis 
stroke penting untuk menentukan terapi yang tepat. Penelitian ini mengusulkan model klasifikasi stroke berbasis 
citra CT otak menggunakan metode transfer learning dengan arsitektur EfficientNet-B0. Dataset publik 
digunakan secara simulatif dengan tiga kelas yaitu stroke iskemik, stroke hemoragik dan tanpa stroked. Model 
dilatih menggunakan optimizer Adam dan dievaluasi menggunakan metrik akurasi, presisi, recall, dan AUC. 
Hasil menunjukkan akurasi 96,83% menandakan performa klasifikasi sangat baik. Penelitian ini menunjukkan 
potensi penerapan EfficientNet-B0 dalam sistem Computer-Aided Diagnosis (CAD) untuk membantu radiolog 
dalam deteksi stroke secara cepat dan akurat. 
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PENDAHULUAN 

Stroke merupakan salah satu penyebab 
utama kematian dan kecacatan di dunia. 
Menurut laporan World Health Organization 
(WHO), lebih dari 15 juta orang mengalami 
stroke setiap tahunnya, dan sekitar 
sepertiganya meninggal dunia [1]. Deteksi 
dini terhadap jenis stroke sangat penting agar 
penanganan medis dapat dilakukan dengan 
tepat waktu dan sesuai dengan jenisnya, yaitu 
stroke iskemik dan stroke hemoragik [2]. 
Salah diagnosis pada tahap awal dapat 
berakibat fatal karena perbedaan terapi pada 
kedua jenis stroke tersebut. 

Salah satu metode yang umum 
digunakan dalam diagnosis stroke adalah 
Computed Tomography (CT) scan otak. Citra 
CT memiliki kemampuan untuk menampilkan 
struktur anatomi otak dan mendeteksi adanya 
perdarahan atau penyumbatan pembuluh 
darah [2]. Namun, interpretasi citra CT secara 
manual oleh radiolog dapat memakan waktu 
dan bersifat subjektif tergantung pada 
pengalaman serta tingkat kelelahan pengamat
[3]. Oleh karena itu, dibutuhkan sistem 
berbasis kecerdasan buatan (Artificial 
Intelligence) yang mampu membantu

klasifikasi stroke secara otomatis dan akurat 
menggunakan citra CT otak. 

Perkembangan deep learning, 
khususnya Convolutional Neural Network 
(CNN), telah menunjukkan performa tinggi 
dalam pengenalan pola pada citra medis [4]. 
Salah satu pendekatan yang banyak digunakan 
untuk meningkatkan efisiensi pelatihan model 
adalah transfer learning, yaitu pemanfaatan 
model yang telah dilatih sebelumnya (pre-
trained model) pada dataset besar untuk 
menyelesaikan permasalahan baru dengan 
jumlah data yang lebih terbatas [5]. 
Pendekatan ini terbukti mampu mempercepat 
proses pelatihan serta meningkatkan akurasi 
model pada domain medis, termasuk 
klasifikasi penyakit berbasis citra [6]. 

Salah satu arsitektur CNN modern yang 
memiliki performa tinggi dengan efisiensi 
komputasi yang baik adalah EfficientNet, 
khususnya varian EfficientNet-B0, yang 
menggabungkan optimasi kedalaman, lebar, 
dan resolusi jaringan secara seimbang [7]. 
Penelitian ini bertujuan untuk
mengimplementasikan metode transfer 
learning menggunakan EfficientNet-B0 dalam 
klasifikasi stroke pada citra CT otak.  



 

 
 

 
378 

Seminar Nasional Teknologi Informasi dan Komunikasi STI&K (SeNTIK) 
Volume 9 Nomor 1, 30 Oktober 2025, ISSN: 2581-2327 

METODE PENELITIAN 
Penelitian ini dilakukan secara simulatif 

menggunakan dataset publik citra CT otak 
yang terdiri dari tiga kelas, yaitu stroke 
iskemik, stroke hemoragik dan tanpa stroke 
(Absent). Secara umum, alur penelitian dapat 
dijelaskan melalui beberapa tahapan, yaitu (1) 
pengumpulan dan praproses data, (2) 
pembagian dataset, (3) implementasi model 
transfer learning EfficientNet-B0, (4) 
pelatihan dan validasi model, serta (5) evaluasi 
kinerja model. 

 
Pengumpulan dan Praproses Data 

Data yang digunakan dalam penelitian 
ini berasal dari dataset publik citra CT otak 
[8]. Setiap citra diklasifikasikan berdasarkan 
diagnosis medis menjadi dua kategori utama: 
stroke iskemik dan stroke hemoragik. Proses 
praproses data dilakukan untuk meningkatkan 
kualitas citra dan menyesuaikannya dengan 
kebutuhan model deep learning, meliputi 
resize, normalisasi piksel, dan augmentasi data 
seperti rotasi, flipping, serta kontras adaptif 
[9]. 

Augmentasi data berfungsi untuk 
memperbanyak variasi citra pelatihan 
sehingga model menjadi lebih robust terhadap 
perbedaan orientasi dan intensitas 
pencahayaan [10]. Seluruh citra diubah ke 
ukuran 224×224 piksel agar sesuai dengan 
arsitektur input model EfficientNet-B0 [7]. 

 
Pembagian Dataset 

Dataset dibagi menjadi tiga subset, 
yaitu data latih (70%), data validasi (10%), 
dan data uji (20%). Pembagian ini bertujuan 
agar model dapat dievaluasi secara objektif 
tanpa overfitting terhadap data pelatihan [11]. 
Setiap subset dipilih secara acak namun tetap 
mempertahankan proporsi kelas (stratified
sampling). 

 
Implementasi Model Transfer Learning 
EfficientNet-B0

Model EfficientNet-B0 digunakan 
sebagai arsitektur dasar dengan bobot awal

dari ImageNet [12]. Lapisan akhir (fully 
connected layer) diganti dengan lapisan Dense 
baru berukuran 3 neuron dengan fungsi 
aktivasi Softmax untuk menghasilkan tiga 
kelas output, yaitu iskemik, hemoragik dan 
tanpa stroke. Beberapa lapisan awal model 
dibekukan (frozen layers) selama tahap awal 
pelatihan untuk mempertahankan fitur dasar 
dari pre-trained model [5]. 

 
Pelatihan dan Validasi Model 

Proses pelatihan dilakukan 
menggunakan optimizer Adam dengan 
learning rate awal sebesar 0.0001 dan batch 
size sebesar 32. Fungsi loss yang digunakan 
adalah categorical cross-entropy karena tugas 
klasifikasi bersifat multi-class [13]. Pelatihan 
dilakukan selama 50 epoch dengan early 
stopping untuk mencegah overfitting apabila 
akurasi validasi tidak meningkat setelah 10 
epoch berturut-turut. 

Untuk memantau performa model 
selama pelatihan, dilakukan evaluasi pada data 
validasi menggunakan metrik accuracy, 
precision, recall, dan F1-score [14]. Setelah 
proses pelatihan selesai, model terbaik 
disimpan dan diuji menggunakan data uji 
untuk menilai performa generalisasi. Evaluasi 
dilakukan menggunakan confusion matrix. 
 
HASIL DAN PEMBAHASAN 
Hasil Pelatihan Model 

Pelatihan model dilakukan 
menggunakan 70% data latih dengan 10% data 
validasi dan 20% data testing, selama 50 
epoch menggunakan optimizer Adam dan 
learning rate 0.0001. Hasil pelatihan 
menunjukkan bahwa akurasi model pada data 
validasi meningkat secara signifikan pada 15 
epoch pertama, kemudian stabil setelah epoch 
ke-35. 

Kurva akurasi dan loss ditunjukkan 
pada Gambar 1, di mana nilai training
accuracy mencapai 99,92%, sedangkan 
validation accuracy mencapai 96,42%.  
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Gambar 1. Akuraisi Training dan Validation 

 
Hasil Pengujian Model 

Pengujian dilakukan menggunakan data 
uji sebanyak 20% dari total dataset. Hasil 
pengujian menunjukkan bahwa model 
EfficientNet-B0 mampu mengklasifikasikan 
citra stroke dengan performa yang sangat baik. 
Nilai metrik evaluasi ditunjukkan pada Tabel 
1. 
 

Tabel 1. Hasil Evaluasi Model 
 
 
 
 
 
 
 

 

Berdasarkan hasil tersebut, model 
menunjukkan kemampuan klasifikasi yang 
konsisten antara presisi dan recall. Nilai AUC 
(Area Under Curve) mendekati 1, yang 
menandakan performa klasifikasi yang sangat 
baik. 

Confusion matrix pada Tabel 2 
menunjukkan bahwa sebagian besar citra 
berhasil diklasifikasikan dengan benar, 
dengan hanya sedikit kesalahan klasifikasi 
antara kelas iskemik dan hemoragik. 
 

Tabel 2. Confusion Matrix 

 

Dari Tabel 1 terlihat bahwa model 
memiliki akurasi tinggi sekitar 96,83%, 
namun dari Tabel 2 masih terdapat kesalahan 
klasifikasi antar kelas yang penting untuk 
diperhatikan. Beberapa kasus Hemoragik 
salah dikenali sebagai Absent dan Iskemik, 
kemungkinan akibat pola intensitas yang mirip 
atau ukuran perdarahan yang kecil. Demikian 
pula, beberapa citra Iskemik diklasifikasikan 
sebagai Absent karena lesi iskemik awal sering 
tampak samar pada CT scan. Sementara itu, 
kelas Absent memiliki akurasi tertinggi tetapi 
cenderung mendominasi prediksi, 
menunjukkan adanya bias model terhadap 
kelas normal. Kesalahan ini mengindikasikan 
perlunya penyeimbangan data, peningkatan 
variasi citra melalui augmentasi. 

Berikut hasil visualisi pengujian pada 
setiap kelas Absent, Hemoragik dan Iskemik. 
 

 
Gambar 2. Visualisasi Kelas Absent 

 

 
Gambar 3. Visualisasi Kelas Iskemik 

 

 
Gambar 4. Visualisasi Kelas Hemoragik 

 
PENUTUP 

Penelitian ini berhasil 
mengimplementasikan metode transfer 
learning menggunakan arsitektur 
EfficientNet-B0 untuk klasifikasi citra CT 
otak pada kasus stroke iskemik dan stroke 
hemoragik. Hasil pengujian menunjukkan 
bahwa model mampu mencapai akurasi 
96,83%, presisi 95,98%, dan AUC 99.68, yang
menandakan performa klasifikasi sangat baik.  

Model yang dikembangkan berpotensi 
diintegrasikan ke dalam sistem Computer-
Aided Diagnosis (CAD) guna membantu 
radiolog dalam proses deteksi dini dan 

Metrik Nilai (%) 
Akurasi 96.83 
Presisi 95.98 
Recall 94.97 

F1-
Sco
re 

95.43 

AUC 99.68 
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klasifikasi jenis stroke secara cepat, akurat, 
dan konsisten. 

Penelitian ini masih bersifat simulatif 
dengan keterbatasan pada ukuran dataset dan 
variasi citra CT. Untuk penelitian lanjutan, 
disarankan penggunaan dataset klinis yang 
lebih besar dan beragam guna meningkatkan 
kemampuan generalisasi model. Selain itu, 
perlu dilakukan fine-tuning adaptif pada 
berbagai arsitektur EfficientNet (B1–B7) 
untuk membandingkan efisiensi dan akurasi, 
serta pengembangan sistem CAD berbasis 
web atau cloud agar dapat digunakan langsung 
oleh tenaga medis. 
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